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Abstract— In general, model predictive control (MPC) requires the computation of a quadratic programming
problem (QP) at each sampling instant. This computation can be considered costly from the computational point
of view and become a limitation for the use of MPC in plants with fast sampling rates. In order to circumvent this
limitation and allow it to act on a larger variety of systems, special solvers which efficiently compute the control
signal can be used and implemented using high-speed hardwares. Several works were proposed for this type of
solution, but most of them focus on state space formulations for MPC, which are very popular in academia.
This paper proposes a solution based on the Alternate Direction Method of Multipliers (ADMM) similar to the
Operator Split for Control (OSC), applied to Generalized Predictive Control (GPC) and Dynamic Matrix Control
(DMC), which are the most popular formulations in industry. The method is firstly validated using MATLAB
and its results are compared with the ones presented by quadprog solver. A small size system is also evaluated
in an FPGA with the QP computed in 15,6µs.

Keywords— ADMM, embedded optimal control, FPGA, model predictive control.

Resumo— Em geral, o controle preditivo baseado em modelo (MPC) necessita do cômputo de um problema de
programação quadrática (QP) a cada ciclo de controle. Esse cômputo pode ser considerado custoso do ponto de
vista computacional e se tornar um limitante para a utilização do MPC em plantas com peŕıodos de amostragem
rápidos. Para contornar essa limitação e permitir a atuação em uma variedade maior de sistemas, pode-se utilizar
um solver que faça o cômputo da ação de controle de forma eficiente e possa ser implementado em um hardware de
rápida execução. Diversos trabalhos foram propostos para esse tipo de solução, mas a grande maioria focando nas
caracteŕısticas do MPC representado em espaço de estados, que é muito popular na academia. Neste trabalho
é proposto um solver baseado no algoritmo Método dos Multiplicadores com Direções Alternadas (ADMM),
semelhante ao Operador de Partição para Controle (OSC), aplicado ao Controle Preditivo Generalizado (GPC)
e ao Controle por Matriz Dinâmica (DMC), que são as formulações mais populares na indústria. O método é
validado a partir da implementação em MATLAB e comparado com o solver quadprog. Um exemplo de pequeno
porte é também avaliado em um FPGA, sendo o QP computado em 15,6µs.

Palavras-chave— ADMM, controle preditivo, controle ótimo embarcado, FPGA.

1 Introdução

O controle preditivo baseado em modelo (MPC,
do inglês Model Predictive Control) é reconheci-
damente uma das técnicas de controle avançado
mais utilizadas na indústria. Possui muitas van-
tagens em sua aplicação, tais como tratamento
expĺıcito de restrições, aplicação em sistemas de
uma entrada e uma sáıda (SISO, do inglês Single
Input Single Output, múltiplas entradas e múlti-
plas sáıda (MIMO, do inglês Multiple Input Mul-
tiple Output e compensação intŕınseca de tempo
morto (Normey-Rico e Camacho, 2007). Entre-
tanto, é bem difundido que o MPC, em sua for-
mulação convencional, só é aplicável para proces-
sos com dinâmica lenta, com peŕıodo de amostra-
gem da ordem de segundos ou minutos (Wang e
Boyd, 2010). Essa caracteŕıstica advém do fato de
que cada nova ação de controle é obtida através
do cálculo de um problema de otimização online
com restrições em um horizonte predefinido. As-

sim, pesquisas para implementação de MPC de
computo rápido, levando em conta algoritmos de
otimização eficientes aplicados a hardwares de alto
de desempenho, são de grande interesse.

As técnicas de otimização utilizadas para a so-
lução do QP, adequadas para MPC, podem ser di-
vididas como de cômputo online e offline. A prin-
cipal técnica offline é chamada de MPC Expĺıcito
(EM, do inglês Explicit MPC ). Entre as técnicas
de otimização online merecem destaque os méto-
dos de segunda e de primeira ordem. Entre as
principais técnicas de segunda ordem podem-se ci-
tar as técnicas de Conjuntos Ativos (AS, do inglês
Active Set) e as de ponto interior (IP, do inglês In-
terior Point). Os principais métodos de primeira
ordem são o Método de Projeção de Gradiente
(GPM, do inglês Gradient Projection Method) e
Método de Operador de Partição (OSM, do in-
glês Operator Split Method). Estes últimos têm
se destacado dos outros métodos pois permitem a
paralelização do problema para um cômputo mais



eficiente (Ferreau et al., 2017).
Para as soluções de hardware, em geral, exis-

tem pesquisas de implementação de MPC de côm-
puto rápido embarcado em processadores e em Ar-
ranjos de Portas Programáveis em Campo (FP-
GAs, do inglês Field Programmable Gate Arrays)
(Peyrl et al., 2014). As vantagens do FPGA em
relação aos processadores são a velocidade de exe-
cução, podendo executar uma instrução a cada ci-
clo de clock, e a programação através de uma des-
crição de hardware e não de um software. Por se
tratar de uma implementação em hardware, a exe-
cução das tarefas no FPGA é paralela e há uma
garantia de determinismo. Os processadores exe-
cutam os programas, de forma sequencial, atra-
vés de um escalonador do sistema operacional e
dependem de sistemas operacionais de tempo real
para garantir o determinismo. Na linha de FPGA,
uma solução que vem sendo pesquisada é imple-
mentar o otimizador diretamente em hardware.
Entretanto, o ganho de velocidade em hardware
traz consigo o ônus da limitação de recursos dos
mesmos. Em Patrinos e Bemporad (2014) e Fer-
reau et al. (2017) foram apresentados alguns re-
quisitos comuns para que um solver de controle
possa ser embarcado:

1. computar uma ação de controle em um
intervalo de amostragem definido em um
hardware relativamente simples (microcon-
trolador, FPGA etc.);

2. necessitar de pouca memória para guardar
os dados que definem o problema de oti-
mização e o código que implementa a solução;

3. resultar em um código de controle que é
simples o suficiente para gerar um software
capaz de ser verificado/validado/certificado,
fácil de entender e com sinais claros de
por que falhou em determinadas situações,
especialmente em aplicações cŕıticas;

4. ter um pior caso de tempo de execução
(WCET, do inglês Worst Case Execution
Time) previśıvel, de modo a atender os
requisitos hard de tempo real.

Existem diversas formulações de MPC, que
se diferenciam pelo modelo utilizado na predi-
ção, pelas perturbações consideradas e pela fun-
ção objetivo. Entre as formulações mais utili-
zadas na indústria, destacam-se o Controle Pre-
ditivo Generalizado (GPC, do inglês Generalized
Predictive Control) e o Controle por Matriz Dinâ-
mica (DMC, do inglês Dynamic Matrix Control)
(Camacho e Bordons, 2004). O GPC utiliza a fun-
ção de transferência discreta para o cálculo das
predições e o DMC os coeficientes da resposta ao
degrau. Como é apresentado na seção 2, a grande
maioria dos trabalhos que exploram algoritmos de
MPC de cômputo rápido empregam a formulação

em espaço de estados do MPC. Dessa forma, há
uma lacuna entre os algoritmos do estado da arte
de otimização e as formulações realmente utiliza-
das na indústria. Apesar de as formulações po-
derem ser equivalentes em alguma medida, elas
ainda guardam algumas particularidades de im-
plementação. Dessa forma, o objetivo deste tra-
balho é aplicar um algoritmo do estado da arte,
que atenda aos requisitos citados, às particulari-
dades do GPC e do DMC.

As principais contribuições deste artigo são:

• revisar as técnicas de otimização para MPC
embarcado de cômputo rápido;

• aplicar uma técnica do estado da arte de
otimização embarcada, que geralmente
são desenvolvidas para a formulação MPC
em espaço de estados, para a formulação
GPC/DMC;

• validar a técnica proposta com um otimiza-
dor de uso geral;

• testar a implementação em um hardware de
alto desempenho.

O artigo está organizado conforme segue. Na
seção 2 é apresentada uma revisão das técnicas
de otimização para MPC embarcado. Na seção
3 é apresentada a formulação geral do algoritmo
ADMM. Na seção 4 apresenta-se uma formulação
do ADMM aplicável ao problema de otimização
decorrente do GPC e do DMC. Na seção 5 é apre-
sentada a validação do algoritmo proposto, a par-
tir da simulação de um GPC em MATLAB, e com-
paração com um solver de uso geral. Na seção
6 é apresentada a aplicação do algoritmo em um
FPGA e demonstrada a rapidez do algoritmo. Na
seção 7 são apresentadas as conclusões.

2 Técnicas de Otimização para MPC
Embarcado

Nesta seção é apresentada uma breve revisão das
técnicas de otimização para MPC embarcado,
feita com base em trabalhos da literatura.

2.1 MPC Expĺıcito

A linha mais popular do MPC expĺıcito foi apre-
sentada originalmente em Bemporad et al. (2002)
e se baseia no fato de a solução do problema de
otimização ser uma função afim por partes cont́ı-
nua. Isso permite que os cálculos do problema de
otimização sejam realizados offline. Nessa técnica,
o problema de otimização é reformulado como um
problema de programação quadrática multipara-
métrica offline. Os resultados da otimização são
armazenados na memória através de estruturas
como as lookup tables. Em Johansen et al. (2006)
são apresentados detalhes para a implementação



do MPC expĺıcito em um FPGA padrão de 20 000
portas, obtendo um tempo de computação da or-
dem de um microssegundo. Esse tipo de imple-
mentação de MPC com restrições possibilita apli-
cações industriais de pequena escala caracteriza-
das por rápidos peŕıodos de amostragem e baixo
custo de produção, como máquinas, equipamentos
mecatrônicos, sistemas microeletrônicos (MEMS),
eletrônica de potência e acústica.

Entretanto, esse tipo de solução geralmente
se aplica em sistemas de pequenas dimensões de-
vido a limitações de memória (Cai et al., 2014).
Os autores apresentam diferentes definições para
problemas de pequeno porte, mas em linha ge-
ral pode-se definir como um sistema com menos
de 5 estados, 3 entradas e 12 restrições (Wang e
Boyd, 2010).

2.2 Métodos de Conjuntos Ativos (AS)

O AS é considerado o método mais antigo para
a solução de QP e foi apresentado em Dantzig
(1963). Foi desenvolvido a partir de uma variação
para QP do método simplex. A ideia principal
é adaptar o problema, avaliando quais das restri-
ções de desigualdade estão ativas, e formar um
conjunto de trabalho. A partir desse conjunto, se
resolve o QP apenas com restrições de igualdade,
que é mais simples de ser resolvido por multipli-
cadores de Lagrange. O AS tem uma convergên-
cia muito rápida e com boa precisão na solução
para QPs de pequeno a médio tamanho. Histo-
ricamente esse método sofre, do ponto de vista
teórico, com o cálculo da garantia de pior caso
do número de iterações. Esse foi um dos princi-
pais motivadores para o grande desenvolvimento
das técnicas conhecidas por Ponto Interior (IP)
(Ferreau et al., 2017). Entretanto em um traba-
lho recente, Cimini e Bemporad (2017) publica-
ram uma forma exata de certificação de complexi-
dade para a versão Dual do AS. Isso mostra que
a pesquisa nesse método ainda está ativa e pode
produzir boas soluções.

Bemporad (2016) propôs um novo método de
AS, para solucionar o QP, através da reformulação
do problema. A ideia principal é reformular o QP
como um“problema de menor distância” (LDP, do
inglês Least Distance Problem) baseado em “mı́ni-
mos quadrados não negativos” (NNLS, do inglês
Non-Negative Least Squares). O autor argumenta
que essa abordagem é mais simples de codificar e
mais rápida para computar. Alguns problemas de
robustez numérica foram resolvidos em Bemporad
(2018).

2.3 Métodos de Ponto Interior (IP)

Os métodos de ponto interior se baseiam na refor-
mulação das restrições de desigualdades, que são
realocadas na função objetivo. Em geral, isso é

feito através de uma função de penalização loga-
ŕıtmica. Após a reformulação, o QP é então re-
solvido pelo método de Newton e seus variantes.
A utilização do IP em otimização embarcada foi
apresentada em Rao et al. (1998). Em Ling et al.
(2006) é implementado um IP em um FPGA, mos-
trando a viabilidade do MPC embarcado com essa
técnica. Em Wang e Boyd (2010) é apresentada
uma variação do IP capaz de computar 100 vezes
mais rápido a ação de controle do que com um sol-
ver genérico. O método de otimização proposto é
baseado nas técnicas de ponto interior, mais espe-
cificamente, o método de barreira logaŕıtmica com
passo de Newton infact́ıvel. A partir dessa técnica
são propostas 3 alterações importantes para acele-
rar a computação da ação de controle. A primeira,
e mais importante, é na exploração da estrutura
das matrizes do QP através de uma eliminação de
blocos de variáveis e decomposição Cholesky. A
segunda é na forma da inclusão de inicialização
a quente (warm-starting). Já a terceira se baseia
na antecipação da parada do algoritmo com uma
solução subótima em poucos passos do algoritmo.

2.4 Métodos de projeção de Gradiente (GPM)

Os GPM rápido foi proposto por Nesterov (1983).
O GPM é similar ao método de gradiente des-
cendente e pode ser aplicado para problemas de
otimização com restrições. O algoritmo computa
uma iteração para encontrar a solução do pro-
blema convexo sem restrições e, na sequência, faz
uma projeção desse passo no conjunto de restri-
ções ativas. Porém, como essa projeção pode ser
complexa no caso de restrições de sáıda ou poli-
tópicas, algumas variações do método foram pro-
postas. Uma variação espećıfica para a utilização
de MPC embarcado foi proposta por Patrinos e
Bemporad (2014), que utilizam a forma dual do
problema e propõem formas de acelerar o côm-
puto da otimização. Essa variação foi denominada
Projeção de Gradiente Dual Acelerado (GPAD, do
inglês Accelerated Dual Gradient Projection). Os
autores defendem que o GPAD é adequado para
MPC embarcado eficiente, pois é simples e fácil de
codificar, permite a estimação do número de itera-
ções para, dada uma precisão desejada, computar
o valor ótimo e o custo computacional do método
cresce linearmente com o horizonte de controle.

Em Richter et al. (2012) é investigada a uti-
lização do GPM em MPC e dada ênfase na certi-
ficação da complexidade computacional requerida
pelo mesmo.

2.5 Métodos de Operador de Partição (OSM)

A classe de OSMs baseia-se na ideia de que, a par-
tir de uma função objetivo separável, o problema
de otimização pode ser separado em vários proble-
mas mais simples. Dessa forma, esses problemas
simples podem ser resolvidos paralelamente. Para



resolver cada um dos problemas reduzidos exis-
tem técnicas que podem utilizar a formulação pri-
mal, dual ou até primal-dual. Os métodos que se
destacam são o Método dos Multiplicadores com
Direções Alternadas (ADMM, do inglês Alterna-
ting Direction Method of Multipliers), o Algoritmo
de Minimização Alternada (AMA, do inglês Al-
ternating Minimization Algorithm) e o Algoritmo
Primal-Dual (PDA, do inglês Primal-Dual Algo-
rithm) (Stathopoulos et al., 2016).

O ADMM é um algoritmo simples, mas pode-
roso, que se adapta muito bem para problemas de
otimização convexa distribúıda. Ele se apresenta
na forma de um algoritmo de decomposição/coor-
denação, no qual as soluções de pequenos subpro-
blemas locais são coordenadas para encontrar uma
solução para um problema global de grande escala.
ADMM pode ser visto como uma tentativa de co-
lher ambos os benef́ıcios da decomposição dual e
dos métodos de Lagrangiano aumentado para oti-
mização com restrições (Boyd et al., 2011).

Devido à possibilidade de paralelização desses
métodos, o ADMM se apresenta como uma boa
solução para as soluções modernas de hardware,
como os processadores de múltiplos núcleos e os
FPGAs. Em O’Donoghue et al. (2013) é apesen-
tada uma forma de implementação de MPC com
ADMM denominada operator splitting for control
(OSC). Essa formulação, em muitos casos, pode
não necessitar de operações de divisão, o que pos-
sibilita a implementação em arquiteturas de arit-
mética de ponto fixo, como FPGAs. Os pontos
fracos do ADMM são a dependência do tipo do
problema no desempenho do método e a baixa pre-
cisão nos resultados. Em Raghunathan e Cairano
(2014) é proposto um mecanismo de detecção de
infactibilidade e o seu desempenho é exemplificado
em uma aplicação de MPC.

2.6 MPC de Cômputo Rápido Aplicado

Em Peyrl et al. (2014) foi implementado um algo-
ritmo de otimização com o método de gradiente
descendente paralelo em um FPGA, um processa-
dor de um núcleo e um de oito núcleos. O traba-
lho conclui que, comparando o mesmo algoritmo,
o FPGA é duas ordens de grandeza mais rápido
que o implementado em um processador de um
núcleo e que devido ao tempo de comunicação en-
tre os núcleos, o FPGA ainda leva vantagem em
relação ao de 8 núcleos. Em Wills et al. (2011)
é implementado um algoritmo de otimização de
ponto interior e consegue-se controlar um sistema
de vibração com restrições e com um horizonte de
controle de 12 amostras e restrições de saturação
do controle em todo o horizonte, em 30 µs. Já
em Yang et al. (2012), que implementa um MPC
em FPGA através de um otimizador por conjun-
tos ativos, foi testado o controle de posição de um
servomotor com horizonte de controle de 10 uni-

dades em tempo de 20 µs. De modo a acelerar o
processo de otimização, os cálculos dos produtos
internos entre vetores são feitos em paralelo apro-
veitando essa caracteŕıstica do FPGA para redu-
zir drasticamente o tempo. Outros exemplos de
aplicação recentes podem ser vistos em Gulbudak
e Santi (2016), que apresenta a implementação de
um MPC para conversores de potência em FPGA,
e Hartley e Maciejowski (2015), a aplicação de
MPC rápido em FPGA para o acoplamento de
espaçonaves em órbitas eĺıpticas.

3 Formulação ADMM

A partir da revisão apresentada, foi escolhido o
algoritmo ADMM como um dos mais promissores
para o atendimento dos requisitos e possibilidade
de paralelização. Ele se apresenta na forma de um
algoritmo de decomposição/coordenação, no qual
as soluções de pequenos subproblemas locais são
coordenados para encontrar uma solução para um
problema global de grande escala (O’Donoghue
et al., 2013).

O algoritmo ADMM resolve problemas da se-
guinte forma:

min
x,y

f(x) + g(y)

s.a. Ax + By = c
(1)

com x ∈ Rn, y ∈ Rm,A ∈ Rp×n,B ∈ Rp×m,
c ∈ Rp e f e g sendo funções convexas.

Para incluir a restrição na função objetivo, a
partir de (1), pode ser formado o Lagrangeano
aumentado:

Lρ(x,y,ψ) = f(x) + g(y) + ψT (Ax + By − c)+

+
ρ

2
‖Ax + By − c‖22.

Assumindo que a dualidade forte se aplica, os
valores ótimos para o problema primal e dual são
os mesmos. Dessa forma, o ótimo do problema
primal x∗ pode ser obtido através do ponto ótimo
dual ψ∗:

x∗ = argmin Lρ(x,ψ∗)

portanto o ADMM pode ser computado de forma
recursiva, alternando entre x e y da seguinte
forma:

xk+1 := argmin Lρ(x
k ,yk ,ψk ) (2)

yk+1 := argmin Lρ(x
k+1 ,yk ,ψk ) (3)

ψk+1 := ψk + ρ(Axk+1 + Byk+1 − c). (4)

Uma prova da convergência do Algoritmo
ADMM pode ser encontrado em Boyd et al.
(2011). A partir da prova de convergência do algo-
ritmo, pode-se concluir que as iterações do ADMM
satisfazem o seguinte:



• convergência residual: rk → 0 se k →∞;

• convergência do objetivo: f(xk)+g(yk)→ p∗

se k →∞, onde p∗ é o ponto ótimo primal;

• convergência da variável dual: ψk → ψ∗ se
k →∞, onde ψ∗ é o ponto ótimo dual;

assumindo f e g funções próprias, convexas e
fechadas que o Lagrangeano associado tem um
ponto de sela e que o reśıduo é definido como:

rk = Axk+1 + Byk+1 − c.

4 Proposta de Modelagem ADMM para
GPC/DMC

O problema de programação quadrática, t́ıpica de
um GPC/DMC, pode ser escrita como:

min
u

1

2
uTHu + bTu

s.a. Ru ≤ r̄
(5)

com u ∈ Rnu sendo o vetor de incrementos de
controle futuros, H ∈ Rnu×nu sendo uma matriz
Hessiana positiva semi-definida, o vetor gradiente
b ∈ Rnu , a matriz de restrições R ∈ Rnr×nu e o
vetor r̄ ∈ Rnr , nu é o horizonte de predição do
controle e nr o número de restrições.

O primeiro passo proposto é representar as
restrições através de uma função indicadora I (x)
definida como:

I (x) =

{
0, se x ≤ 0
∞, se x > 0

.

Pode-se definir f(u) = 1
2uTHu + bTu e rees-

crever o problema rearranjando as restrições atra-
vés da função indicadora I (x) na função objetivo:

min
u

f(u) + I (Ru− r̄). (6)

Para obter-se a forma padrão do ADMM,
pode-se definir uma nova variável z = Ru − r̄
para a segunda equação e inserir uma restrição
para manter o acoplamento entre as variáveis:

min
u,z

f(u) + I (z)

s.a. Ru− z = r̄.
(7)

A partir da forma padrão obtida em (7) pode-
se definir o Lagrangeano aumentado:

L(u,z,ψ) = f(u) + I (z) + ψT (Ru− z− r̄)+

+
ρ

2
‖Ru− z− r̄‖22.

O ADMM pode ser computado recursiva-
mente na forma escalonada, com φ = ( 1

ρ )ψk da
seguinte forma:

uk+1 := argmin
(

f(uk) +
ρ

2
‖Ru− zk − r̄ + φk‖22

)
(8)

zk+1 := argmin
(

I (z) +
ρ

2
‖Ruk+1 − zk − r̄ + φk‖22

)
(9)

φk+1 := φk + (Ruk+1 − zk+1 − r̄). (10)

Para computar o passo da equação (8) pode-
se abrir o termo da norma e agrupar da seguinte
forma:

uk+1 := argmin

(
1

2
uT(H + RTρR)u+

+ (bT + ρRT (φ− z− r̄))u

)
.

Dessa forma, se for definido H̃ = H + RT ρR
e b̃ = bT +ρRT (φ−z− r̄)) recai-se num problema
padrão de programação quadrática sem restrições:

min
u

1

2
uT H̃u + b̃Tu (11)

que possui solução anaĺıtica:

u∗k+1 := −H̃−1b̃.

Como em um problema t́ıpico de GPC/DMC
a matriz H̃ pode ser computada offline, então a
sua inversa pode ser armazenada offline e a solu-
ção desse passo pode ser computada apenas com
uma multiplicação matricial.

Para computar o passo da equação (9), pode-
se verificar que ela pode ser reescrita através do
operador proximal (Stathopoulos et al., 2016) da
seguinte forma:

zk+1 := proxI ,ρ(Ruk+1 − r̄ + φk)

Como nesse caso I (x) é uma função do tipo
indicadora, a operação proximal se torna uma pro-
jeção no domı́nio de I (x) como uma operação de
saturação da seguinte forma:

zk+1 =

{
Ruk+1 − r̄ + φk, se Ruk+1 − r̄ + φk ≤ 0
0, se Ruk+1 − r̄ + φk > 0

É importante ressaltar que, por ser separável,
esta saturação pode ser executada de forma pa-
ralela, para cada elemento do vetor z, e torna a
solução desta equação independente do número de
restrições aplicadas.

O passo da equação (10) pode ser resolvido de
forma direta, entretanto é importante interpretá-
la como uma forma de rastreamento para a con-
vergência do algoritmo. Pode-se perceber que o
termo entre parênteses de (10) é o reśıduo pri-
mal do problema de otimização e dessa forma esse



passo se torna como o cálculo de um integrador
em φ de modo a levar o reśıduo para zero.

A partir do desenvolvimento proposto, pode-
se resumir a implementação no algoritmo 1, onde
εpri e εdual representam as tolerâncias esperadas
como critério de parada para os reśıduos primal e
dual, respectivamente.

Algoritmo 1 ADMM proposto para GPC/DMC

Entrada: H,bT ,R,̄r,u0 fact́ıvel

Sáıda: u
Dados: ρ > 0, φ0 = 0, εpri > 0, εdual >

0, kmax
ińıcio

H̃ = H + RT ρR;
armazena H̃−1;
z0 = Ru0 − r̄;
k = 0;
enquanto k < kmax faça

b̃ = bT + ρRT (φk − zk − r̄);
uk+1 := −H̃−1b̃;
zk+1 := max(−Ruk+1 + r̄−φk ,0);
φk+1 := φk + (Ruk+1 − zk+1 − r̄);
se ‖Ruk+1 − zk+1 − r̄‖2 ≤ εpri e
‖ρRT (zk+1 − zk)‖2 ≤ εdual então

retorna;

fim
k = k + 1;

fim
fim

5 Validação

Para fazer a validação do algoritmo proposto foi
implementado em MATLAB um controlador GPC
e aplicado em uma planta de exemplo cujo modelo
é:

G(z) =
0,035z + 0,0307

z2 − 1,6375z + 0,6703

e a função custo do GPC utilizada:

J(n1,n2,nu) =

n2∑
j=n1

δ (j) [ŷ (t+ j|t)− w (t+ j)]
2

+

+

nu∑
j=1

λ (j) [∆u (t+ j − 1)]
2

com o horizonte de controle nu = 5, horizontes de
predição n1 = 1 e n2 = 20, ponderação no esforço
de controle λ = 10, ponderação no erro δ = 1 e
referências futuras w(t+ j) conhecidas.

Foi inserida uma restrição no incremento de
controle |u(k + j)| ≤ 0,05 com j = 0,...,nu − 1.
O problema de otimização recaiu então em uma
matriz H ∈ R5×5 com 10 restrições. O GPC
foi testado com o algoritmo proposto e compa-
rado com o algoritmo de IP da função quadprog
do MATLAB. Ambos foram ajustados para uma
tolerância do reśıduo de 0,0001. A simulação foi
realizada por 100 amostras discretas e com duas
trocas de referência do tipo degrau. Os resulta-
dos podem ser vistos na Figura 1. São apresen-
tados a sáıda da planta, o incremento de controle
aplicado, o tempo de cômputo da otimização e o
número de iterações. Pode-se perceber que o com-
portamento do sistema de controle é equivalente
para ambos os algoritmos e o esforços de controle
semelhantes. Nas trocas de referência pode-se per-
ceber a saturação atuando no incremento de con-
trole em 0,05. A diferença maior pode ser vista no
tempo de execução dos algoritmos. Percebe-se cla-
ramente que o tempo de execução é bem menor do
ADMMGPC, pois mesmo tendo um aumento do
número de iterações durante as trocas de referên-
cia, cada iteração é muito menos custosa do ponto
de vista computacional do que o IP do quadprog.
Essa é a principal caracteŕıstica desejada para o
algoritmo. Apesar de não se ter muito interesse
no valor absoluto do tempo de execução por estar
sendo executado no MATLAB, serve como uma
base de comparação entre os algoritmos e pode-
se ver na Tabela 1 a comparação dos tempos de
execução médio e máximo.

Tabela 1: Comparação dos tempos de cômputo
para o exemplo de controle GPC simulado em
MATLAB.

ADMMGPC QUADPROG
tempo médio 0,13 ms 14,00 ms

tempo máximo 0,60 ms 26,20 ms



Figura 1: Validação do solver proposto com a aplicação de um exemplo de controle GPC simulado em
MATLAB e comparação com o solver quadprog.

6 Teste em um FPGA

Para se avaliar o tempo de cômputo do algoritmo
em um hardware de alto desempenho, foi imple-
mentado o exemplo de controle anterior em um
FPGA. O FPGA utilizado foi da marca Altera, da
famı́lia MAX 10 e do modelo 10M50DAF484C7G.
A famı́lia MAX 10 apresenta conversores ana-
lógicos/digitais (A/D) embarcados no FPGA e
50 000 elementos lógicos programáveis. O solver
foi implementado em linguagem de descrição de
hardware Verilog. Para representar os números
foi utilizada uma aritmética de ponto fixo com 32
bits, sendo 16 bits para os decimais. A estrutura
escolhida foi de uma máquina de 5 estados para a
implementação e com os cálculos de operação das
matrizes em paralelo.

Os resultados obtidos para o tempo de côm-
puto do solver implementado no FPGA podem ser
vistos na tabela 2. O clock utilizado no FPGA foi
de 50 MHz e, devido ao paralelismo implemen-
tado, pode-se perceber que o tempo de execução
é bastante rápido, com valor máximo de 15,6µs.
Percebe-se que o tempo é coerente com outras
soluções apresentadas em hardwares semelhantes
como em Wills et al. (2011) usando IP em um
FPGA que foi de 30,0µs e em Yang et al. (2012)
que usa AS e levou 20,0µs.

O tempo total de uma aplicação real ainda
seria dependente de outros sistemas, como as con-
versões A/D e o número de iterações necessárias.
Entretanto, o número de iterações poderia ser li-
mitado para um valor máximo e o algoritmo en-
tregar um valor subótimo. Essa abordagem de an-
tecipação de parada foi testada em Wang e Boyd
(2010) e demonstrou-se que, devido à realimenta-
ção, o sistema de controle é pouco senśıvel a uma
solução subótima.

Tabela 2: Tempo de execução do ADMMGPC no
FPGA

tempo por iteração tempo máximo (13 iter.)
1,2µs 15,6µs

7 Conclusões

Este trabalho desenvolveu um algoritmo de oti-
mização de cômputo rápido para problemas
de controle preditivo presentes nas formulações
GPC/DMC. O algoritmo baseado em ADMM que
utiliza apenas operações básicas em cada iteração
apresentou consistência na comparação com o sol-
ver quadprog no MATLAB. Chegou-se em uma
solução que atende os requisitos apresentados e
a implementação em FPGA se mostrou bastante
rápida, com um tempo de cômputo de 15,6µs
para o exemplo apresentado. A implementação
em FPGA ainda pode ser aperfeiçoada com a uti-
lização de recursos como pipeline, que serão inves-
tigados no futuro.
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